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Abstract

Automotive engineering requires compliance with regulations for
certification. In specifications, regulations are referenced, which
need to be analyzed manually to elicit requirements. This
process is time-consuming and leads to high costs. The aim of
this research is to evaluate artificial intelligence (Al) models in
terms of extracting requirements automatically from regulations.
Relevant Al models are identified in a systematic literature
analysis and evaluated using success criteria. The most
promising Al models are implemented in a pipeline for
requirements extraction. The performance of these Al models is
assessed in a comparative study using automotive regulations.
The results show which Al models are best suited for this task.
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1. Motivation

In Projekten zur Automobilentwicklung zeigt sich, dass aktuell erheblicher Aufwand nicht in
die Ermittlung funktionaler Anforderungen, sondern in die Extrahierung von Anforderungen
aus Regularien investiert wird [1, 2]. Ein Beispiel ist das einheitliche Regelwerk mit Regularien
zur Zertifizierung von Kraftfahrzeugen, das durch die UN/ECE Transport festlegt wird [3]. In
der Entwicklung von Subsystemen von Automobilen wird in Lastenheften auf diese Regularien
der Kommission verwiesen [4]. Beispielsweise wird die Regularie UN/ECE R11 im Lastenheft
referenziert, um festzulegen, welchen Kraften das Subsystem ,Turverschlusssystem®
standhalten muss [5]. Aktuell missen Entwickler die fir die Zertifizierung relevanten
Anforderungen an das Subsystem manuell in den Regularien identifizieren und entsprechend
auslesen, um diese in die Anforderungsliste aufzunehmen [6]. Die UN/ECE Transport hat 160
Regularien mit einem Seitenumfang von jeweils bis zu 150 Seiten fiir die Automobilentwicklung
verabschiedet; die beispielhaft genannte Regularie UN/ECE R11 umfasst 28 Seiten [5].
Aufgrund der hohen Anzahl von Regularien und deren Umfang verursacht dieser Prozess
groRen Aufwand. Anderungen von Regularien filhren dazu, dass Anforderungen erneut
extrahiert werden mussen. AufRerdem werden Details von Anforderungen aufgrund des
Umfangs der Regularien von Entwicklern haufig Ubersehen [7]. Aus Ergebnissen aus
Interviews mit Partnern aus der Automobilindustrie wurde abgeleitet, dass ein Bedarf nach
einer automatisierten Extrahierung von Anforderungen aus Regularien besteht, um den
Aufwand zu verringern und alle relevanten Informationen auszulesen. Ziel dieses Beitrags ist
es daher, geeignete Modelle zu identifizieren und vergleichend zu bewerten, um
Anforderungen aus Regularien fir die Automobilentwicklung effizient zu extrahieren.

Zu Beginn des Beitrags wird der Stand der Technik zur automatisierten Extrahierung von
Anforderungen aus Regularien dargestellt (Kapitel 2). Das konkrete Forschungsproblem und
die Forschungsziele werden aufgefuhrt (Kapitel 3). Darauf bezogen wird das Vorgehen zur
Erreichung der Forschungsziele beschrieben (Kapitel 4) und die Anwendung zur Bewertung
der identifizierten Modelle dargestellt (Kapitel 5). AuRerdem werden die Ergebnisse der
Anwendung der erfolgversprechendsten Modelle aufgezeigt und anhand einer Vergleichs-
studie diskutiert. AbschlieRend wird die Zusammenfassung der Ergebnisse dargestellt und ein
Ausblick zum weiteren Forschungsbedarf gegeben (Kapitel 6).

2. Stand der Technik

Losungsansatze zur automatisierten Extrahierung von Anforderungen aus Regularien
werden mittels systematischer Literaturanalyse nach MACHI und McEvoy ermittelt [8]. Durch
Scanning werden Beitrdage in Online-Forschungsdatenbanken identifiziert. Hierzu werden
Suchbegriffe definiert und mit Booleschen Operatoren zu einem Suchstring verknupft: ,A AND
B AND (C1 OR C2)“ (siehe Tabelle 1). Die Suchbegriffe werden von dem Ziel abgeleitet,
Anforderungen aus Regularien mit einem hohen Automatisierungsgrad zu extrahieren. Es
werden zusétzlich zu den deutschen Suchbegriffen auch englische Suchbegriffe verwendet,
um internationale Beitrdge zu bericksichtigen. Als Quelle von Anforderungen werden neben
Regularien (Suchbegriff C1) auch allgemein Dokumente (Suchbegriff C2) betrachtet. Diese
Erganzung des Suchbegriffs ,document® — als Abstrahierung von Regularien — wird aufgrund
der Annahme vorgenommen, dass nur innerhalb einer geringen Anzahl von Beitragen die
automatisierte Extrahierung von Anforderungen aus Regularien untersucht wird. Die Relevanz
der Beitrage wird anhand des Titels, der Zusammenfassung und des Hauptteils bewertet.
Beitrage mit einem unpassenden Titel werden direkt aussortiert und nicht weiter betrachtet,
aussortierte Titel beinhalten unter anderem das Wort ,construction®. Bei passendem Titel und
passender Kurzzusammenfassung wird der Hauptteil des Beitrags gesichtet. Auf dieser
Grundlage werden inhaltlich nicht relevante Dokumente ausgeschlossen. Insgesamt werden
acht relevante Beitrdge in den Suchergebnissen identifiziert, welche die automatisierte



Extrahierung von Anforderungen aus Dokumenten bzw. Regularien untersuchen. Der
Suchstring wird auf die Online-Forschungsdatenbank Google Scholar angewendet,
anschlieend werden durch Skimming relevante Beitrdge identifiziert. Die Suchergebnisse
werden gefiltert und kartiert, um verwandte Beitrage zu erkennen (Mapping). Beitrége, die alter
als zehn Jahre sind, werden nicht bertcksichtigt. 13 Duplikate werden aussortiert. Als Resultat
verbleiben 232 Suchergebnisse. Diese Suchergebnisse werden hinsichtlich relevanter
Modelle geprdift.

Tabelle 1: Suchbegriffe der systematischen Literaturanalyse

Kategorie Thema Suchbegriffe
A Extrahierung von Anforderungen A: requirement extraction OR Anforderungsextrahierung
B Automatisierung B: automated OR automatisiert

C1: regulation OR Regularie

C Quelle

C2: document OR Dokument

Fir die automatisierte Extrahierung von Anforderungen aus naturlich-sprachlichen
Dokumenten ist die Nutzung verschiedener Methoden aus dem Bereich Natural Language
Processing (NLP) notwendig. Die identifizierten Modelle werden in zwei Gruppen eingeordnet:
Extrahierung von Anforderungen aus Dokumenten (Gruppe 1) und Extrahierung von
Anforderungen aus Regularien (Gruppe 2).

Gruppe 1: Eine Methode zur Klassifizierung von Satzen einer Softwarespezifikation wird
von KURTANOVIC und MAALEJ entwickelt [9]. In der Methode werden funktionale und nicht-
funktionale Anforderungen klassifiziert. Fir die Klassifikation werden Part-of-Speech-Tags
oder N-Gramme von Wortern als Merkmale verwendet. BOUTKOVA und HOUDEK identifizieren
relevante Anforderungen fur die Wiederverwendung durch die Extrahierung von Merkmalen
aus natdrlich-sprachlichen Anforderungen in Spezifikationsdokumenten [10]. In eigenen
Vorarbeiten wurden Anforderungen in Lastenheften von Automobilkomponenten klassifiziert
und kunstliche Daten zum Training von Klassifikationsmodellen generiert [11].

Gruppe 2: JANPITAK ET AL. extrahieren Anforderungen aus Regularien, um die Einhaltung
von Vorschriften einer Organisation zu Uberprifen [7]. MicH und ZENI stellen die wichtigsten
Erfahrungen, die bei der Entwicklung und Anwendung von KI-Modellen fir die Extrahierung
von Anforderungen aus Regularien im Kontext von Software-Projekten gemacht wurden, dar,
um Probleme der Benutzerfreundlichkeit herauszuarbeiten [12]. HASSAN und LE extrahieren
Anforderungen aus Regularien fur Bauprojekte [13]. Sie klassifizieren Textsegmente mittels
KI-Modellen nach ,,Anforderung® und ,keine Anforderung®.

In den Beitragen aus Gruppe 1 und Gruppe 2 werden Modelle des maschinellen Lernens
(siehe Grundlagen in [14]) zur automatisierten Extrahierung von Anforderungen aus
Dokumenten bzw. Regularien verwendet. Besonders die Modelle Support Vector Machine
(SVM), logistische Regression, multinomiale Naive Bayes, kinstliche neuronale Netze (KNN)
und Bidirectional Encoder Representations from Transformers (BERT) erzielen laut den
Beitrdgen erfolgversprechende Resultate, weshalb diese Modelle in diesem Beitrag weiter
untersucht werden. Eine SVM ist ein maschineller Lernalgorithmus der Diskriminanzanalyse,
der eine Trennung zwischen Datenpunkten durch maximale Abstande zwischen den Klassen
herstellt. Die logistische Regression (LR) ist ein statistisches Modell, das verwendet wird, um
die Wabhrscheinlichkeit einer bindren Ereignisvariable basierend auf den Werten von
Préadiktorvariablen zu schatzen und ist somit ein bindres Klassifikatormodell. Die multinomiale
Naive Bayes (MNB) ist ein probabilistisches Klassifikationsmodell, das auf dem Bayes-
Theorem basiert und mehrere Klassen mit diskreten Merkmalsvariablen berticksichtigt und
verarbeiten kann. Kiinstliche neuronale Netze sind computergestitzte Modelle, die durch eine
Netzwerkstruktur von kinstlichen Neuronen und deren Verbindungen inspiriert sind und



komplexe Muster in Daten erkennen und verarbeiten kdnnen. Sie werden in Schichten
eingeteilt. Bidirectional Encoder Representations from Transformers sind ein neuronales
Netzwerkmodell, das auf der Transformer-Architektur basiert und zur Sprachverarbeitung
verwendet wird, indem es kontextabhdngige Wortreprasentationen erzeugt. In den
identifizierten Publikationen werden keine Regularien aus der Doméane Automobilentwicklung
betrachtet, Regularien sind jedoch ein aufwandsintensiver Teil der Entwicklung. Verschiedene
Aspekte erschweren die Ubertragbarkeit der Anwendung der existierenden Losungen auf
andere Dokumenttypen — Regularien zur Automobilentwicklung — und mindern dadurch die
Leistungsfahigkeit. Dazu zahlen das Dateiformat, Formatierungen im Text, Verweise,
Quialitatsdefizite, Anforderungsbeschreibungen, Anforderungsarten und die Sprache [15]. Fur
diesen Beitrag sind Formatierungen im Text, Qualitatsdefizite und Anforderungs-
beschreibungen relevant. Deshalb missen die beschriebenen Kl-Modelle fir den
Dokumententyp untersucht werden und die Leistungsfahigkeit bewertet werden.

3. Forschungsproblem und Forschungsziele

Die Analyse des Stands der Technik zeigt, dass bereits Loésungen zur automatisierten
Extrahierung von Anforderungen aus Dokumenten existieren, die auf Kinstlicher Intelligenz
(KI) basieren. Die Leistungsfahigkeit dieser Ansétze, die anhand von Klassifikator-Kennzahlen
wie dem F1 Score ausgedriickt wird, wurde noch nicht fir die Anwendung auf Regularien zur
Automobilentwicklung untersucht. Die Ubertragbarkeit der Ansatze muss fir diesen
Dokumententyp untersucht werden. Das Ziel ist es, die Kl-Modelle mit der hdchsten
Leistungsfahigkeit zur automatisierten Extrahierung von Anforderungen aus dem
Dokumententyp ,Regularien zur Automobilentwicklung“ zu identifizieren.

Zur Bewertung der Leistungsfahigkeit werden Klassifikator-Kennzahlen berechnet und in
einer Vergleichsstudie gegenubergestellt. Es wird damit die folgende Forschungsfrage
beantwortet: ,Wie hoch ist die Leistungsfahigkeit existierender Kl-Modelle zur Extrahierung
von Anforderungen aus Regularien in der Automobilentwicklung?*

4. Verwendete Methoden und Vorgehensweisen

Das wissenschaftliche Vorgehen wird in Anlehnung an ULRICH [16] in sechs Schritten
gestaltet. Ergebnisse der ersten drei Schritte sind in den Kapiteln 1 bis 3 dokumentiert. Diese
Schritte dienen der Klarung des Forschungsziels und sind hellgrau in Bild 1 dargestellt. Im
ersten Schritt werden praxisrelevante Probleme mit Partnern aus der Automobilindustrie
abgeleitet und durch eine Literaturanalyse abgesichert. Aus der Zusammenarbeit mit
Ingenieuren eines weltweit fiihrenden Automobilherstellers werden Herausforderungen aus
der Anforderungsentwicklung abgeleitet. Es wurde festgestellt, dass vor allem die manuelle
Extrahierung von Anforderungen aus Regularien einen hohen Aufwand verursacht. Im zweiten
Schritt werden LOsungsalternativen ermittelt. Es werden mittels systematischer Literatur-
analyse nach MACHI und McEvoy [8] Methoden zur automatisierten Extrahierung von Anfor-
derungen aus Regularien ermittelt. Im dritten Schritt wird der Forschungsbedarf konkretisiert,
indem die ermittelten Methoden analysiert werden und Handlungsbedarf identifiziert wird.
Schritte vier bis sechs dienen zur Erreichung des Forschungsziels (dunkelgrau in Bild 2). In
Schritt vier werden Erfolgsfaktoren fiir die automatisierte Extrahierung von Anforderungen aus
Regularien abgeleitet und definiert. Die Losungsalternativen werden anhand der funf
Erfolgsfaktoren bewertet und in einer Vergleichsmatrix gegenibergestellt. Die KI-Modelle mit
der hochsten Bewertung werden selektiert. Im flnften Schritt werden die selektierten Modelle
zur automatisierten Extrahierung von Anforderungen aus Regularien in einer ,Data Pipeline®
implementiert und fir einen Vergleich vorbereitet. AbschlieRend wird im sechsten Schritt die
Leistungsfahigkeit der KI-Modelle verglichen, indem die Implementierung zur Extraktion von
Anforderungen aus den Regularien der UN/ECE verwendet wird.



MaBnahme Schritt beschriebenin

Literaturrecherche und Identifizieren praxisrelevanter Kapite! 1
Interviews Probleme apl

Recherche geeigneter Spezifizieren problemrelevanter Kapitel 2
Methoden Methoden P

Workshops mit Ableiten von Forschungsproblemen Kapitel 3
Industrievertretern und Forschungszielen P

Leistungsfahigkeit von KI-Modellen zur Extrahierung von Anforderungen aus Regularien

Bild 1: Methodik fir anwendungsbezogene Wissenschaft in Anlehnung an ULRICH [16]

5. Ergebnisse und Diskussion

In diesem Abschnitt werden die definierten Erfolgsfaktoren, die vergleichende Bewertung
der Modelle, die Implementierung der Modelle in einer Pipeline in Python und die Ergebnisse
der Anwendung der Methoden zur Extrahierung von Anforderungen aus UN/ECE Regularien
dargestellt und diskutiert.

5.1. Definition von Erfolgsfaktoren

Ergebnis der Workshops sind funf Erfolgsfaktoren (EF) fur die Methode zur Extrahierung
von Anforderungen aus Regularien (siehe Tabelle 2). Die Erfolgsfaktoren werden in Anlehnung
an HAMRAZ ET AL. in die Kategorien Eingabe (E) und Modellanwendung (M) eingeteilt [17].

Die Methode muss in der Lage sein, Anforderungen in nattrlicher Sprache zu verarbeiten
(EF 1). Die Anforderungsbeschreibungen mussen nicht konform zu einem festen Schema oder
einer Schablone sein (z. B. Vorlagen von RuUPP [18]). In Regularien wird vielfach kein festes
Schema bei der Dokumentation eingehalten [19, 20]. Die Sprache der Anforderungen und der
Dokumente muss Englisch sein (EF 2), weil Regularien Ublicherweise in englischer Sprache
publiziert sind. Begriffe missen kontextspezifisch verarbeitet werden kénnen. Die fur die
Anwendung der Methode erforderlichen Daten muissen in einer praxisiblichen Weise zur
Verfligung stehen und die notwendigen Trainingsdaten fir das KI-Modell missen in der Praxis
in ausreichender Anzahl vorhanden sein (EF 3). Der Aufwand zur Anwendung der Methode
muss niedriger als eine manuelle Extrahierung der Anforderungen sein (EF 4). Die
Leistungsfahigkeit der Methode muss bei der Extrahierung von Anforderungen aus Regularien
hinreichend hoch sein, damit die Anforderungen korrekt extrahiert werden (EF 5).



Tabelle 2: Erfolgsfaktoren zur Bewertung der KI-Modelle

Nr. | Kategorie Erfolgsfaktor (EF) Textuelle Beschreibung der Erfolgsfaktoren

1 E Anforderungen in natirlicher Sprache Die Anv_vendung muss in der Lage Sein, natarlich-
sprachliche Anforderungen zu extrahieren.

. . Die Anwendung muss in der Lage sein, englische

2 E Verarbeitung englischer Sprache naturlich-sprachliche Dokumente zu verarbeiten.
Die Anwendung muss durch das Training mit einer

3 M Verfiigbarkeit von Daten nac_h _Industrlestgndar_d gangigen Anzahl an
Trainingsdaten eine hinreichend hohe
Leistungsfahigkeit erreichen.

4 M Aufwand der Anwendung Der Aufwanq zur Nutzung pler Mgthode muss fiir den
Anwender hinreichend gering sein.

. s Die Leistungsféhigkeit der Methode muss
5 M Leistungsféhigkeit der Methode hinreichend hoch sein.

Legende: E — Eingabe, M — Modellanwendung

5.2. Vergleichende Bewertung der Methoden

Die funf identifizierten KI-Modelle (SVM, LR, MNB, KNN und BERT, siehe Kapitel 2) werden
anhand der funf Erfolgsfaktoren bewertet. Die Werte pro Erfolgsfaktor werden je KI-Modell
summiert, um einen Gesamtwert der Bewertung zu berechnen. Hierzu wird das folgende
Bewertungsschema genutzt, um den Erfullungsgrad der Erfolgsfaktoren zu quantifizieren:

= O Erfolgsfaktor ist nicht erfillt
= 0,5: Erfolgsfaktor ist teilweise erflllt
= 1 Erfolgsfaktor ist vollstandig erfillt

Der Erflllungsgrad der KI-Modelle wird auf Basis der Ergebnisse der analysierten Beitrage
bewertet. Durch alle Modelle werden natirlich-sprachliche Anforderungen klassifiziert. Die
Modelle verarbeiten englischsprachige Textsegmente [11]. BERT bezieht den Kontext von
Wortern ein und ermdglicht eine prazisere Verarbeitung der Sprache [14]. Die in den
Publikationen dokumentierten Ergebnisse zeigen, dass BERT tendenziell eine héhere Anzahl
an Daten im Vergleich zu anderen Modellen benétigen, um eine hohe Leistungsfahigkeit zu
erreichen [14]. Die Modelle klassifizieren automatisiert Anforderungen, weshalb der Aufwand
gering ist [11]. Far die Klassifizierung von Anforderungen zeigen besonders die SVM, KNN
und BERT eine hohe Leistungsfahigkeit [9-11, 13]. Das Ergebnis der Bewertung wird in
Tabelle 3 dargestellt.

Tabelle 3: Vergleichsmatrix zum Vergleich reprasentativer Anséatze

KI-Modelle
Erfolgsfaktoren

)Anforderungen in nattrlicher Sprache

Regulariensprache Englisch

Verflgbarkeit von Daten

Aufwand der Anwendung

000 -sw
00 S O s

Leistungsféhigkeit der Methode

00 =0
0 =0 O ::R

- 9000

Summe 45 4 4,5

Legende: © nicht erfullt © teilweise erfullt ® vollstandig erflllt

»
&)




Drei der funf Modelle erzielen eine Bewertung von 4,5 von 5 Punkten: SVM, KNN und
BERT. Diese Modelle werden fur die Implementierung in der Pipeline ausgewahlt. Ausschlag-
gebend fur die Auswahl dieser drei Modelle ist vor allem die h6here Bewertung der Leistungs-
fahigkeit zur Extrahierung von Anforderungen im Vergleich zu den anderen beiden KI-
Modellen.

5.3. Implementierung der Methoden

Die Pipeline zur Extrahierung von Anforderungen aus Lastenheften aus [11] wird erweitert,
um Anforderungen aus Regularien mittels der drei ausgewéhlten KI-Modelle zu extrahieren.
Die Pipeline besteht aus den Schritten ,Textsegmente extrahieren®, ,Textsegmente
vorverarbeiten® und ,Textsegmente klassifizieren“ (siehe Bild 2).

Textsegmente extrahieren: Die Regularien werden im ersten Schritt eingelesen und es
werden Textsegmente mittels PDF-Parser extrahiert. Das Dateiformat von Regularien ist
Ublicherweise das PDF-Format und die Dokumentensprache ist Englisch. Der Inhalt der
Regularien umfasst Titel, Tabellen, Bilder und Flie3text. Texte in Bildern werden in der
Erstellung von Textsegmenten vernachlassigt. Innerhalb der erkannten Textsegmente wird ein
Algorithmus angewendet, der Satzenden erkennt und die S&tze trennt. Das Ergebnis aus dem
ersten Schritt sind extrahierte Textsegmente.

Textsegmente vorverarbeiten: Zur Vorverarbeitung der Daten werden verschiedene
Operationen durchgefiihrt. Es werden fiir jeden Satz der extrahierten Textsegmente aus dem
vorherigen Schritt Tokens aus den Wortern gebildet. Fir diese Operation wird der Tokenizer
von spaCy verwendet. Durch den vortrainierten Universal Sentence Encoder von Tensorflow
werden die Tokens als Vektoren dargestellt, damit sie von KI-Modellen verarbeitbar sind [21].
Die Ergebnisse aus diesem Schritt sind vorverarbeitete Textsegmente.

Textsegmente klassifizieren: Die Textsegmente werden durch die KI-Modelle hinsichtlich
~Anforderung“ oder ,keine Anforderung“ klassifiziert. Vor der Durchfiihrung der Klassifizierung
muissen Modelle zur Klassifizierung von Anforderungen trainiert werden. Die KI-Modelle, die
in diesem Beitrag betrachtet werden, werden mittels Uberwachten Lernens trainiert.
Trainingsdaten sind gekennzeichnete Textsegmente der Regularien. Das Ergebnis aus dem
dritten Schritt sind klassifizierte Anforderungen.

Text- vorverarbeitete

Regularien
segmente Textsegmente

Textsegmente Textsegmente Textsegmente s
extrahieren vorverarbeiten klassifizieren =
< .
automatisiert: & 'n..'ﬂ A Anforderungen

Bild 2: Pipeline mit integrierten KI-Modellen

5.4. Vergleichsstudie

Es wird eine Vergleichsstudie durchgefiihrt, um die KIl-Modelle mit der hdchsten
Leistungsfahigkeit flr die Extrahierung von Anforderungen aus Regularien zur Automobil-
entwicklung zu ermitteln. Hierzu wird die im vorherigen Abschnitt beschriebene Pipeline
genutzt. Zur Generierung von Trainings- und Testdaten fir die Vergleichsstudie werden 1032
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Textsegmente aus den Regularien UN/ECE R11 und R12 gekennzeichnet [5, 22]. Diese
Regularien werden in Lastenheften besonders haufig referenziert, wie die Ergebnisse aus den
Workshops mit Ingenieuren des Automobilherstellers zeigen. Es werden die ausgewahlten Kl-
Modelle SVM, KNN und BERT mit den gekennzeichneten Textsegmenten trainiert und
getestet (Verhdltnis 80/20). Die Klassen-Aufteilung der Daten ist in Tabelle 4 dargestellt.

Tabelle 4: Klassen-Aufteilung der Daten fur die Vergleichsstudie

Klassen Anzahl Daten
keine Anforderung 416
Anforderung 616
Summe 1032

Kriterien fir den Vergleich sind die Korrektklassifikationsrate (engl. ,Accuracy“), die
Prazision (engl. ,Precision), die Sensitivitdt (engl. ,Recall*) und der F1-Wert. Die
Korrektklassifikationsrate gibt den Anteil aller Ergebnisse an, die korrekt klassifiziert werden.
Die Prazision gibt die Anzahl der vorhergesagten true-positives im Vergleich zu den richtig und
false-positives an. Eine Préazision nahe bei 100 % weist auf zuverlassige Modelle hin. Die
Sensitivitat gibt den Anteil der true-positive klassifizierten Ergebnisse an den gesamten
positiven Ergebnissen an. Der F1-Wert ist das harmonische Mittel aus Préazision und
Sensitivitat und ermdglicht die initiale Bewertung der Gesamtqualitat des Modells. [23]

Um Ausreil3er in den Ergebnissen durch die Festlegung von Trainings- und Testsets zu
vermeiden, werden finf Trainings- und Testsets aus den Daten zuféllig gebildet und die
Modelle werden jeweils mit den Sets trainiert bzw. getestet und Kennzahlen berechnet. Es
wird das arithmetische Mittel der Kennzahlen berechnet. Die Ergebnisse der Vergleichsstudie
werden in Tabelle 5 dargestellt.

Tabelle 5: Ergebnisse der Vergleichsstudie

KI-Modelle KK Prazision Sensitivitat F1-Wert
SVM 95,28 % 96,85 % 95,35 % 96,09 %
KNN 95,05 % 96,08 % 95,12 % 95,59 %
BERT 90,09 % 92,19 % 91,47 % 91,83 %

Legende: KK — Korrektklassifikationsrate, SVM — Support Vector Machine, KNN — Kunstliches Neuronales Netz,
BERT - Bidirectional Encoder Representations from Transformers

Die SVM erzielt die hoéchste Leistungsfahigkeit, da die Kennzahlen (siehe Tabelle 5) hoher
sind als die Kennzahlen der anderen Kl-Modelle. Das KNN erzielt eine fast identisch hohe
Leistungsfahigkeit mit seinen Kennzahlen, diese sind relativ um 0,45 % niedriger als die
Kennzahlen der SVM. Die Kennzahlen zur Leistungsféhigkeit von BERT sind im Durchschnitt
um 4,69 % niedriger als die Kennzahlen der Leistungsfahigkeit der SVM. Somit ist die
Leistungsfahigkeit von BERT niedriger als die Leistungsfahigkeit des KNN. Eine Ursache fir
die niedrigere Leistungsféhigkeit von BERT ist, dass BERT im Vergleich zu den anderen
beiden Modellen tendenziell eine héhere Anzahl von Trainingsdaten bendtigt, um eine hohe
Leistungsfahigkeit zu erreichen (siehe Abschnitt 5.2). Aufgrund der hdheren Leistungsfahigkeit
der SVM und des KNN zeigen die Ergebnisse, dass die beiden Modelle fur die automatisierte
Extrahierung von Anforderungen aus Regularien besonders geeignet sind.

Die Ergebnisse zeigen, dass die KI-Modelle Anforderungen automatisiert mit einer hohen
Leistungsfahigkeit aus Regularien extrahieren. Die durch die Pipeline extrahierten



Anforderungen kénnen in ein Tool zum Anforderungsmanagement Uberfihrt werden und
verringern den Aufwand fur die manuelle Extrahierung von Anforderungen.

6. Zusammenfassung und Ausblick

In diesem Beitrag werden Methoden zur automatisierten Extrahierung von Anforderungen
aus Regularien identifiziert und verglichen. Zur Identifikation von Modellen wird eine
systematische Literaturanalyse durchgefihrt und verschiedene Ki-Modelle ermittelt, die einen
hohen Automatisierungsgrad zur Verarbeitung natirlich-sprachlicher Texte besitzen. Es
werden Erfolgsfaktoren definiert, um die KI-Modelle fiir eine umfangreiche Vergleichsstudie
initial zu selektieren. Erfolgsfaktoren sind z. B. der Aufwand zur Anwendung oder die
Leistungsfahigkeit der Modelle. Die KI-Modelle SVM, KNN und BERT werden aufgrund der
Bewertung fir die Vergleichsstudie ausgewahlt. Es wird eine Pipeline in Python implementiert,
um die drei KI-Modelle anzuwenden und zu vergleichen. Innerhalb der Vergleichsstudie
werden Textsegmente aus Regularien hinsichtlich ,Anforderung” oder ,keine Anforderung®
klassifiziert. Es werden Kennzahlen berechnet, um die Leistungsfahigkeit der Modelle zu
bestimmen. Die Ergebnisse zeigen, dass die SVM und das KNN die hdchste Leistungs-
fahigkeit zur automatisierten Extrahierung von Anforderungen aus Regularien besitzen.

Die Anwendung der KI-Modelle ist ein ,Enabler” fur die Reduzierung von Aufwand in der
Extrahierung von Anforderungen. Aufbauend auf dieser Forschung muss untersucht werden,
inwiefern Entwickler die klassifizierten Anforderungen in der Praxis nutzen kdnnen, um
effizienter zu entwickeln, indem sie nicht mehr Querverweise in Lastenheften nachgehen
mussen. Durch die ressourcenschonende Anforderungsextrahierung kénnen sie Kapazitaten
fur die Ermittlung und die Sicherstellung der Erflllung funktionaler Anforderungen aufbringen.
Die praxisnahe Untersuchung zeigt den Handlungsbedarf zur Erweiterung der Methoden-
anwendung fur die industrielle Anwendung im Requirements Engineering fur komplexe
technische Systeme [24, 25] auf.
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